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Zusammenfassung 
 
Im Rahmen von Risikoanalysen spielt die Kenntnis über das Vorhandensein und die Lage der Gefahrenherde eine wesentli-
che Rolle. Neben den bisher bekannten deterministischen und statistischen Verfahren können auch künstliche Neuronale 
Netze zur automatischen Gefahrenerkennung genutzt werden. Der Vorteil Neuronaler Netze liegt in ihrer Fähigkeit begrün-
det, einerseits nichtlineare Zusammenhänge gut darstellen zu können und andererseits mit Modell- und 
Parameterunsicherheiten gut zurecht zu kommen. 
Für die Erkennung von Rutschungsgebieten sind mehrere Netztypen entwickelt und verschiedene Lernverfahren getestet 
worden. Die Besonderheit ist, dass die Netze verschiedene Massenbewegungstypen erkennen können und auch den runout-
Bereich als Gefahrenbereich klassifizieren. Neben Netzen zur Rutschungserkennung sind auch Netze zur Erkennung von 
Abrisszonen entwickelt worden. Bei Versuchen mit den Netzen Rutschungsgebiete in Testgebieten in den Ostalpen zu erken-
nen, haben die besten Netze bis zu 86% der Gebiete richtig klassifiziert.  
 
 
Abstract 
 
Within the framework of risk analysis the knowledge of the existence and location of hazardous areas is an essential prereq-
uisite. Besides the well-known deterministic and statistical methods, the use of artificial neural nets is a new and very promis-
ing approach for automated hazard analysis. The advantage provided by neural nets is their ability to handle non-linearities as 
well as model and parameter uncertainties. 
Different types of nets have been developed for landslide recognition and several training methods have been tested. It is of 
particular interest that the neural nets can identify different types of mass movements and also classify the run out area as a 
hazardous zone. In addition to the above mentioned nets for landslide recognition, further nets have been developed and 
tested for recognition of source zones. In tests carried out to identify landslides in test areas in the Eastern Alps the best nets 
have classified up to 86% of the area correctly. 
 
 

Einleitung 
 
Durch Siedlungsdruck und Häufung von extremen Wetterereignissen nimmt in den letzten Jahren die 
Zahl der Massenbewegungen in menschlichen Siedlungsräumen und deren Auswirkungen zu. Diese 
Zunahme und die Tatsache, dass Massenbewegungen meist zusammen mit anderen großen Naturka-
tastrophen wie z.B. Hurrikanen oder Erdbeben auftreten zeigen, wie wichtig es ist, geeignete Werk-
zeuge zur Rutschungserkennung im Rahmen von Risikoanalysen zu entwickeln. 
Die bisher angewandte qualitative Analyse, sprich die Begutachtung durch den Geologen, ist für groß-
räumige Untersuchungen im Rahmen von Risikoanalysen oder für die Raumplanung nicht effektiv. 
Einerseits ist der Zeitaufwand zu groß und andererseits führt die subjektive Begutachtung dazu, dass 
die Ergebnisse verschiedener Analysen nicht vergleichbar sind. Deshalb sind in den letzten Jahren 
verstärkt deterministische und statistische Verfahren zum Einsatz gekommen, um die Rutschungser-
kennung zu vereinfachen und auf eine objektive Basis zu stellen (Aleotti and Chowdhury, 1999). 
Bisher sind hierfür allerdings nur selten Verfahren aus dem Bereich der künstlichen Intelligenz, wie 
z.B. Neuronale Netze, eingesetzt worden. Das ist um so verwunderlicher als Neuronale Netze schon 
seit längerem erfolgreich in der Bildanalyse zur Mustererkennung eingesetzt werden. Im folgenden 
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wird eine Methodik zur Erkennung von Rutschungen und Abrissbereichen mit Hilfe von Neuronalen 
Netzen vorgestellt. 
 
 
Neuronale Netze 
 
Die Theorie der Neuronalen Netze entwickelte sich aus der Intention heraus, mit mathematischen Me-
thoden die biologische neuronale Informationsverarbeitung zu simulieren und zu verstehen.  
Vereinfacht bestehen künstliche Neuronale Netze (KNN) aus hochvernetzten einfachen Recheneinhei-
ten, sog. Neuronen (Abb. 1), die durch gezielte Optimierung der gewichteten Verbindungen zwischen 
den Einheiten, „ lernen“  Klassifikationsaufgaben zu lösen. 
Besonders interessant ist in diesem Zusammenhang ihre Fähigkeit, auch nichtlineare Zusammenhänge 
gut darstellen zu können und mit verrauschten bzw. gestörten Datensätzen zurecht zu kommen. 
 

 

 
 
Abb.1.: Vollständiges vorwärtsgerichtetes Neuronales Netz (links) mit einer 4 – 3 – 1 Topologie, bei 
dem die Recheneinheiten, Neuronen genannt, in Ebenen angeordnet sind. Der vierdimensionale Einga-
bevektor wird in den drei Neuronen der verdeckten Schicht verarbeitet und erzeugt eine eindimensionale 
Ausgabe. Rechts ist eine Verarbeitungseinheit, ein Neuron, und die dazugehörige Ausgabefunktion dar-
gestellt. 
 
 
Hier wurden ausschließlich vollständige vorwärtsgerichtete Neuronale Netze (feed forward nets) ver-
wendet (Abb. 1), die Informationen von der Eingabe zur Ausgabe hin verarbeiten und bei denen jedes 
Neuron einer Schicht mit allen Neuronen der nächsten Schicht verbunden ist.  
Die Netze werden mit einem Datensatz trainiert und „ lernen“  so den Datensatz z.B. in stabile und in-
stabile Geländebereiche zu teilen. Die so erlernten Fähigkeiten werden an einem zweiten Datensatz 
überprüft, um das Generalisieierungsverhalten des trainierten Netzes zu testen. Beim Lernen wird 
durch gezielte Veränderung der Gewichte wij der Eingaben sj (Abb. 1) die Ausgabe si optimiert. Das 
Lernen geschieht mit Hilfe des RPROP Lernalgorithmus (Braun, 1997). 
Durch Veränderung der Lernparameter kann das Lernen optimiert und die Erkennungsrate verbessert 
werden. Weiterhin können verschiedene Architekturen von Netzwerken gewählt werden. 
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Modell und Daten 
 
Bei diesem Verfahren (Abb. 2) macht man sich zunutze, dass die Erkennung von Rutschungen eigent-
lich ein Klassifikationsproblem darstellt. Das Bedeutet, dass jede Stelle im Gelände aufgrund ihrer 
Eigenschaften (Merkmale) entweder als stabiler oder instabiler Bereich klassifiziert werden kann. 
Diese Vorgehensweise entspricht im wesentlichen der des Geologen im Gelände und kann mit Neuro-
nalen Netzen simuliert werden. Für die Umsetzung in der Realität bedeutet das, dass ein vereinfachtes 
virtuelles Abbild des Geländes in einem Geoinformationssystem (GIS) erstellt wird. Aus diesem wer-
den die relevanten Parameter für die Rutschungserkennung entweder mit Expertenwissen, statistischen  
Methoden oder dem try-and-error Verfahren herausgesucht, um das Netz damit zu trainieren.  
Für die Modellentwicklung und Evaluierung sind zwei Modellgebiete in den Ostalpen ausgewählt 
worden (s. Abb. 2), die einen ähnlichen geologischen Aufbau aufweisen und für die auch detaillierte 
geotechnische Untersuchungen und Kartierungen vorliegen (Rohn, 1991; Resch, 1997; Xiang, 1997).  
Die Daten aus diesen Gebieten sind ausgewertet und in homogenen Informationsebenen im GIS ge-
speichert worden. Dabei entstehen 5 Basis Ebenen, nämlich 1. das digitale Geländemodell (DGM), 2. 
die Lithologie, 3. das Flussnetz, 4. die Abbruchkanten und 5. die Gefahrenbereiche bzw. vorklassifi-
zierte Rutschungsgebiete. Aus diesen können dann weitere Merkmale wie z.B. Hangneigung oder 
Abstand zu Bächen gewonnen werden oder zusätzliche Merkmale wie extern ermittelte Sicherheits-
beiwerte hinzugefügt werden. Anschließend werden die Daten gerastert, normalisiert und die relevan-
ten Merkmale selektiert. Damit die Netze möglichst optimal arbeiten können, sollten die Variablen so 
normalisiert werden, dass sie auf den Zahlenraum zwischen –1 und 1 begrenzt sind. Linguistische 
Merkmale oder Daten die sich nicht als Variablen ausdrücken lassen, können dann auch binär codiert 
werden. 
Die aktuellen Netze arbeiten mit folgenden 17 bzw. 16 Eingabemerkmalen: 
 

• Hangausrichtung (2 Klassen) 
• Höhe (m Sh) 
• Änderung der Hangneigung 
• Fläche Einzugsgebiet 
• Hanglänge 
• Hangform  
• Bäche 
• Abstand zu Bächen 
• Lithologie (5 Klassen) 
• Abstand von Fels 
• Vegetation 
• Sicherheitsbeiwert (optional) 

 
Die Daten werden nach der Merkmalsselektion in Trainings- und Testdatensätze geteilt und mit einem 
Compiler (Abb. 2) in das gängige SNNS-Format überführt, das von diversen Neuronalen Netz Simula-
toren gelesen werden kann. Nach der Analyse werden die Ergebnisse wieder in das GIS zurückge-
spielt, georeferenziert und können anschließend analysiert bzw. visualisiert werden. 
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Abb. 2: Schematische Darstellung der Datenverarbeitung für die Rutschungsanalyse mit Neuronalen 
Netzen. Die Geländedaten werden in homogene Informationsebenen zerlegt und im GIS für die Wei-
terverarbeitung gespeichert. Anschließend werden die Daten normalisiert und die relevanten Infor-
mationen für die Analyse ausgewählt. Mit den so gewonnen Merkmalen werden die Neuronalen Net-
ze trainiert und deren Fähigkeiten an Testdatensätzen überprüft. Das Ergebnis der Analyse wird im 
GIS gespeichert und kann dann visualisiert werden. 
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Neuronale Netze zur Rutschungs- und Anbruchszonenerkennung 
 
Es zeigt sich, dass die Neuronalen Netze im Rahmen des Trainings "echte" Fähigkeiten zur Rut-
schungserkennung entwickeln, die sich auch im Test bestätigen. Die beste Leistung zeigen zur Zeit 
vorwärtsgerichtete Netze mit einer 16 – 11 –1 bzw. 17 – 11 – 1 Topologie, die mit dem RPROP Algo-
rithmus trainiert wurden (Tab. 1). Dabei wurden sowohl Netze mit dem Standsicherheitsfaktor (DNet) 
als zusätzliches Eingabemerkmal als auch ohne (NNet) getestet.  
 
Tab. 1: Die Erkennungsrate der Netze für Rutschungsanalysen in % richtig klassifizierter Zellen: 

 
Topologie 

mit Standsicherheits- 
faktor (DNet) 

 
Topologie 

ohne Standsicherheits- 
faktor (NNet) 

17 – 1 (linear) 81,9 % 16 – 1 (linear) 81,7 % 
17 – 5 – 1 84,2 % 16 – 5 – 1 84,5 % 
17 – 11 - 1 84,8 % 16 – 11 - 1 85,5 %  

 
 
In Abbildung 3 ist das Ergebnis der Analyse visualisiert. Es ist zu erkennen, dass das Netz die großen 
Rutschungsstrukturen gut erkennt, in den Randbereichen aber Schwächen zeigt. Weiterhin hat das 
Netz vor allem bei Rutschungssystemen an kleinen isolierten Wildbächen und einzelnen kleineren 
Rutschungen Schwierigkeiten, diese richtig zu erkennen. Das liegt vermutlich an einer zu geringen 
Anzahl aussagekräftiger Testmuster, da singuläre Ereignisse, die nur einmal im Modellgebiet vor-
kommen und auf andere Prozesse zurückzuführen sind als die übrigen Rutschungen, nicht richtig ge-
lernt werden können. Bei den kleinen Wildbachsystemen können auch Schwächen des Geländemo-
dells das Ergebnis verzerren.  
Für Gefahrenkarten und Risikoanalysen ist dieses Verfahren besonders interessant, da die Netze den 
gesamten Ereignisraum erfassen, d.h. es wird sowohl der Abrissbereich als auch der Ablagerungsbe-
reich mit der Spur erfasst. Zudem erkennen die Netze Ereignisse verschiedener Rutschungstypen. 
 

  
 
Abb. 3: Rutschungsanalyse für das Modellgebiet 
Stambach mit DNet. Die dunklen Farben zeigen 
richtig, die hellen falsch klassifizierte Bereiche 
an. 

 
Abb. 4: Anbruchszonenerkennung für das Mo-
dellgebiet Stambach mit KNet. Die dunklen 
Farben zeigen richtig, die hellen falsch klassifi-
zierte Bereiche an. 
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Die Netze zur Erkennung von Anbruchszonen entsprechen denen für Rutschungen und unterscheiden 
sich nur in der Ausgabe. Sie werden anstatt auf Rutschungsgebiete auf die Ausgabe Anbruchszone 
trainiert. Die Ergebnisse in Tabelle 2 zeigen, dass die Netze Fähigkeiten entwickeln, allerdings können 
nur große markante Strukturen erkannt werden (s. Abb. 4). Das liegt daran, dass hier das Geländemo-
dell eine wesentlich größere Rolle für die Erkennung spielt, als bei Rutschungen. Da die Netze für 
Anbruchszonen (KNet) aber vor allem für die in Reihe geschalteten Netze entwickelt wurden, reicht 
die bisherige Leistungsfähigkeit aus. Vermutlich sind noch bessere und detailliertere Ergebnisse mög-
lich, wenn spezielle Netze mit eigenen Merkmalen für Abbruchkanten entwickelt werden. 
 

Tab. 2: Die Erkennungsrate der Netze für Anbruchszonen in % richtig klassifizierter Zellen: 

 
Topologie 

mit Standsicherheits- 
faktor (KDNet) 

 
Topologie 

ohne Standsicherheits- 
faktor (KNNet) 

17 – 1 (linear) 78,9 % 16 – 1 (linear) 79,2 % 
17 – 5 – 1 80,6 % 16 – 5 – 1 80,4 % 
17 – 11 - 1 80,7 % 16 – 11 – 1 80,6 %  

 
 
In Reihe geschaltete Neuronale Netze zur Rutschungserkennung 
 
Das Verfahren beruht darauf, dass mit Hilfe eines Neuronalen Netzes weitere Merkmale für Rut-
schungen aus dem Datensatz ermittelt werden können, um diese einem anderen Netz zur Klassifikati-
on zur Verfügung zu stellen. Das Merkmal "Abbruchkante" ist dafür ein gutes Beispiel. Dabei wird die 
Tatsache genutzt, dass Abbruchkanten ein Element von Rutschungen sind, nämlich deren Ausgangs-
punkt. Mit abnehmendem Abstand zur Abbruchkante erhöht sich somit die Wahrscheinlichkeit, dass 
es sich bei der zu klassifizierenden Zelle um eine Rutschung handeln muss. 
Nachdem mit einem Neuronalen Netz die Abbruchkanten erkannt wurden, werden im GIS die neuen 
Merkmale "Abbruchkante" und "Abstand zur Abbruchkante" aus den Daten ermittelt. Diese werden 
dann dem Netz zur Rutschungserkennung als zusätzliche Merkmale zur Verfügung gestellt.  
 
Tab. 3: Die Erkennungsrate der in Reihe geschalteten Netze für Rutschungsanalysen in % richtig 
klassifizierter Zellen: 

 
Topologie 

mit Standsicherheits- 
faktor (TDNet) 

 
Topologie 

ohne Standsicherheits- 
faktor (TNNet) 

19 – 1 (linear) 81,1 % 18 – 1 (linear) 81,3 % 
19 – 6 – 1 84,7 % 18 – 6 – 1 85,2 % 
19 – 12 - 1 85,9 % 18 – 12 - 1 85,5 %  

 
 
Beim Vergleich der Ergebnisse aus Tabelle 3 und 1 wird deutlich, dass dieses Verfahren durchaus 
noch einmal eine Leistungssteigerung von bis zu einem Prozent bringen kann. Die Verbesserungen 
werden v.a. dadurch erreicht, dass mehr stabile Bereiche richtig klassifiziert werden und in den Rand-
bereichen der Rutschungen die Klassifikationsleistung etwas besser wird (s. Abb. 5). Allerdings kön-
nen die Schwächen bei singulären Rutschungen und kleinen Wildbachsystemen aus den oben erwähn-
ten Gründen immer noch nicht befriedigend gelöst werden. 
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Abb. 5: Rutschungsanalyse für das Modellgebiet 
Stambach mit TDNet. Die dunklen Farben zeigen 
richtig, die hellen falsch klassifizierte Bereiche 
an. 

 
Abb. 6: Rutschungsanalyse für das Modellgebiet 
Zlambach, mit einem am Gebiet Stambach trai-
nierten DNet. Die dunklen Farben zeigen rich-
tig, die hellen falsch klassifizierte Bereiche an. 

 
 
Mit einfachen Nachbarschaftsanalysen im Postprocessing, bei denen z.B. untersucht wird ob eine sta-
bile Zelle von instabilen Zellen umschlossen ist, oder umgekehrt, wurde eine zusätzliche Verbesserung 
von bis zu 0,5 % erzielt. Weitere Verbesserungen bzw. Optimierungen könnten durch Wahrschein-
lichkeitsanalysen der Ergebnisse von verschiedenen Netze erzielt werden. 
 
 

Generalisierungsverhalten der Neuronalen Netze zur Rutschungserkennung 
 
Normalerweise wird unter dem Begriff Generalisierungsverhalten bei Neuronalen Netzen die Fähig-
keit verstanden, einen Datensatz nicht nur auswendig zu lernen, sondern die "verborgenen" Gesetzmä-
ßigkeiten hinter den Daten zu erkennen (Gutjahr, 1999). Das wird dadurch erreicht, dass man die Trai-
ningsdaten nur für das Training und die Testdaten nur für die Überprüfung der erlernten Fähigkeiten 
nutzt. Um aber festzustellen, ob das Netz generelle über das Modellgebiet hinausgehende Fähigkeiten 
entwickelt hat, werden die am Gebiet Stambach trainierten Netze auf dem benachbarten Gebiet Zlam-
bach getestet. Das Gebiet Zlambach unterscheidet sich zwar vom geologischen Aufbau her kaum vom 
Gebiet Stambach, allerdings unterscheiden sich die Morphologie und die dort vorherrschenden Rut-
schungstypen. 
 
Tab. 4: Die Erkennungsrate der einfachen und in Reihe geschalteten Netze für Rutschungsanalysen in 
% richtig klassifizierter Zellen auf dem Gebiet Zlambach: 

 
Topologie 

Einfaches Netz 
(DNet) 

 
Topologie 

In Reihe geschaltete 
Netze (TDNet) 

17 – 1 (linear) 71,7 % 19 – 1 (linear) 70,2 % 
17 – 5 – 1 72,9 % 19 – 6 – 1 74 % 
17 – 11 – 1 72,6 % 19 – 12 - 1 71 %  
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Wie aus Tabelle 4 ersichtlich, fällt die Erkennungsrate auf dem Gebiet Zlambach gegenüber der im 
Gebiet Stambach deutlich ab (vgl. Tab. 1 und 3). Bei der Analyse der Ergebnisse und dem Vergleich 
mit der realen geologischen Situation wird deutlich, dass das Netz das gesamte Einzugsgebiet der dort 
vorhandenen Schuttströme und Rutschkessel als Gefährdungsbereich erkannt hat (s. Abb. 6). Dass in 
diesem Bereich vermutlich bereits Umlagerungen stattgefunden haben, ist z.B. an dem Fehlen der 
Moränenstreu zu erkennen, die dort normalerweise über den rutschungsempfindlichen Mergeln anzu-
treffen ist. Diese Einschätzung konnte zudem nach Rücksprache mit den Geologen bestätigt werden, 
die das Gebiet aufgenommen hatten. Es kann also gesagt werden, dass das Netz hier objektiv eine 
schlechtere Klassifikationsleistung zeigt, aber dennoch die entscheidende Fähigkeit entwickelt hat, 
auch unbekannte Rutschungssysteme zu erkennen. 
 
 
Diskussion 
 
Die oben beschriebenen Ergebnisse zeigen, dass die Neuronalen Netze erfolgreich „ lernen“  können 
das Muster „Rutschung“  zu erkennen. Allerdings bestehen noch Schwächen hinsichtlich der Generali-
sierungsfähigkeit. Zur Zeit können nur ähnliche Gebiete erfolgreich von ein und demselben Netz ana-
lysiert werden. In einem geologischen Umfeld mit Prozessen die im Training unterrepräsentiert sind 
nimmt die Klassifikationsleistung allerdings z.T. erheblich ab. 
Wie z.B. die Ergebnisse bei singulären Rutschungen und kleinen Wildbachsystemen bzw. bei den 
Generalisierungstests auf dem Zweiten Gebiet zeigen, sind Neuronale Netze als datenbasierendes Ver-
fahren extrem von der Qualität, aber auch Quantität, der Daten ab.  
Daraus folgt, dass neben guten Eingangsdaten wie z.B. Geländemodellen, gerade die Merkmalsselek-
tion und -erzeugung bereits entscheidend für die späteren Fähigkeiten des Neuronalen Netzes ist. Al-
lein durch Veränderung der Eingabemerkmale und Verbesserungen in der Codierung konnte im Lauf 
der Entwicklung eine Verbesserung der Klassifikationsleistung um durchschnittlich 13 % erzielt wer-
den (vergl. Fernandez-Steeger und Czurda, 2001).  
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